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摘  要：地理空间域分解是并行地理计算中实现负载均衡的核心问题，而如何准确提取地理空间域上特征并预测域上计

算强度是地理空间域均衡分解的关键。然而，在地理空间域特征提取和计算强度模型建模方面，现有方法过于依赖专家

知识，存在特征适用性差、建模过程复杂、模型精度低的问题。为摆脱专家知识依赖，实现高精度、自动化地理空间域计

算强度预测，提出一种基于人工智能深度学习的地理空间域计算强度预测和分解方法。所提方法从数据驱动角度出发，

将地理空间域对齐卷积神经网络输入结构，利用卷积神经网络自动化捕捉地理空间域特征，预测域上计算强度，并将计

算强度预测模型嵌入地理空间域分解，实现任务的均衡划分。以矢量空间相交为例，证明了所提方法在计算性能和自动

化程度两个方面的优势。
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Abstract： Objectives: The evaluation of heterogeneity is essential for domain decomposition in parallel 
geocomputation. According to the theory of geospatial domain, the assessment of heterogeneity can be 
transformed to the computational intensity (CI) modelling, thus the key of domain decomposition is feature 
extraction and computational intensity prediction. However, the existing methods rely on expert knowledge 
for feature extraction and CI modelling of geospatial domain, suffering from poor feature applicability, com⁃
plex modelling process and low model accuracy. In order to relieve the dependence on expert knowledge 
and achieve accurate computational intensity prediction, a computational intensity prediction and decompo⁃
sition method for geospatial domain based on artificial intelligence (AI) deep learning is proposed. Methods: 
We use convolutional neural network (CNN) to capture the features of geospatial domain automatically, 
and a fully connected layer is used to predict the computational intensity. An added component is developed 
to match the geospatial domain and the input of CNN. Results: Spatial intersection on vector data is imple⁃
mented to compare the proposed method and traditional methods. The results demonstrate the advantages 
of the proposed method in terms of the usability and parallel performance. Conclusions: The proposed 
method optimizes computational intensity prediction and domain decomposition from data science perspec⁃
tive, which provides a reference on how AI deep learning can be used in high-performance geocomputation.
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近年来，智能社会的发展催生了智能计算新

兴概念，智能计算是支撑万物互联的数字文明时

代新的计算理论方法、架构体系和技术能力的总

称。根据具体的实际需求，智能计算以最小的代

价完成计算任务，匹配足够的计算能力，调用最

好的算法，获得最优的结果［1-2］。并行计算作为智

能计算的一项关键技术，已被广泛应用于信息技

术领域。按照智能计算范式要求，并行计算需要

以最高效的资源利用率、在最短的时间内完成计

算任务［3-4］。为了达到这一目标，需要考虑若干问

题：（1）算法自身复杂度：如何以最低的时间和空

间复杂度来完成串行算法任务；（2）问题的分解：

按照问题的分解方法，并行计算策略大体可分为

任务并行和数据并行，但无论采用何种分解方

法，分解后子问题的数量越大，意味着分解代价、

合并代价、通信代价越高；（3）负载均衡：并行计

算的性能通常受制于负载失衡现象，在异质性极

强的地理空间数据上表现尤为突出。针对该问

题，目前研究通过静态调度或动态调度的方式来

缓解，但两种方式的效果仍依赖于对分解任务计

算强度的评估［5-6］。如在动态调度中，如果最后一

项分解任务的计算强度过大，那么整体计算时间

将受到该任务影响。本文旨在从负载均衡角度

切入，通过引入人工智能深度学习技术，自动化

预测地理计算任务的计算强度，保证并行计算过

程中的负载均衡，提高并行地理计算性能。

在并行地理计算领域，地理空间域被定义为

一组具有不同计算强度的空间计算任务，其中计

算强度被用来描述计算单元上承受的负载大

小［7］。通过提取地理空间特征，评估地理空间域

上并行任务的计算强度并映射到计算单元，可解

决由于地理空间异质性所导致的负载失衡问

题［8］。文献［9］根据地理空间域的异质性和分布

规律，将地理空间域归纳为了规则同质域、不规

则同质域、规则异质域和不规则异质域。基于地

理空间域理论，并行地理任务的异质性评估被转

换为地理空间域上的特征提取和计算强度评估，

然而地理空间域上单元计算强度受到诸多因素

影响：（1）数据类型：不同数据类型如矢量和栅格

会直接影响计算强度的大小；（2）计算依赖：包括

本地依赖、邻域依赖、区域依赖和全局依赖，不同

依赖代表域上单元计算时，所需要参与计算的周

围单元；（3）分解单元：根据分解方法不同可分为

序列对象分解单元、网格分解单元、索引块分解

单元、聚类块分解单元，不同分解单元的结构也

会影响计算强度的大小［10］。除了上述因素外，地

理空间域上计算强度的大小还受到计算环境的

影响，同一个域上单元在不同算力的计算节点上

执行，具有不同的计算强度［11］。

针对地理空间域的特征提取，目前研究可分

为基于经验知识和基于机器学习的特征提取方

法。前者完全依赖于对特定算法的专家知识，缺

少对特征提取的可靠性或重要性评估过程，影响

后续计算强度预测模型精度。文献［12］在点云

内插数字高程模型算法中，选取了分解单元内点

云数量作为唯一特征，并直接用于评估分解单元

计算强度；文献［13］在多边形栅格化算法中，选

取了多边形顶点数量、形态特征、覆盖像素数量

作为特征空间，并同样直接用于计算强度预测模

型建模；文献［7］在反距离加权内插算法中，选取

了分解单元内已知点数量、待内插点数量、邻域已

知点数量作为特征空间，缺少对特征空间可靠性

或重要性的评估；文献［14］提出了基于机器学习

的特征提取方法，相较于完全依赖经验知识的提

取方法，该方法通过机器学习特征选择算法对特

征空间进行重要性评估，可剔除无关特征或同类

特征，保证特征空间的有效性；文献［15］对比了不

同机器学习算法在计算强度评估上的精确性。

基于经验知识或基于机器学习的特征提取

方法虽然在特定的地学算法上应用效果较好，但

都无法摆脱对专家知识的依赖，需要根据对算法

的理解提供一个初始的特征空间，特征空间缺乏

通用性，无法应用于其他地学算法。为解决上述

问题，本文提出一种基于卷积神经网络（convolu⁃
tional neural network，CNN）的地理空间域计算强

度预测与分解方法。CNN 是一种主要用于图片

目标识别与分类的深度学习模型，由卷积层、池

化层、全连接层构成，其中卷积层负责特征的学

习抽象，池化层负责降低参数数量，全连接层用

于任务拟合［16］。本文方法主要特点包括：（1）初

始的地理空间域特征空间提取不再依赖专家知

识，而是通过 CNN 自行学习；（2）摆脱了特征空

间的重要性评估过程，基于多层 CNN 的特征学

习内嵌特征重要性评估；（3）遵循智能计算范式，

为如何在并行地理计算领域使用人工智能深度

学习技术提供了一个参考框架。
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1　基于CNN的地理空间域计算强度

预测和分解

1.1　地理空间域计算强度预测

本文提出一种基于 CNN 自动学习地理空间

域的特征并构造计算强度预测模型，方法原理如

图 1 所示。在样本生成方面，分别面向不同地理

空间域分解单元类型和地理空间域类型设计了

样本构造策略；在计算强度预测模型建模方面，

分别比较了多种常见的 CNN 模型，并从预测精

度 和 预 测 时 间 代 价 方 面 对 模 型 进 行 了 综 合

评估。

1.1.1　面向 CNN 的地理空间域样本生成

应用 CNN 提取地理空间域特征以及预测域

上分解单元计算强度，需要将地理空间域转换为

CNN 输入形式，但存在两个问题：（1）域上数据类

型。CNN 的输入为图片数据，因此可将栅格域分

解单元通过简单转换构造为 CNN 输入样本，但

针对矢量地理空间域，则难以构造为 CNN 输入

样本。（2）模型输入大小。CNN 的输入大小通常

为固定大小，如 227×227×3，但地理空间域分解

单元的大小和地学算法输入（如二路矢量空间相

交的输入为两个图层）以及分解策略（如基于 R
树划分为 R 树索引块）有关。

针对上述问题，本文在样本生成模块分别针

对不同地理空间域分解单元类型和地理空间域

类型设计了样本构造策略。如图 1 所示，其中地

理空间域分解单元类型包括不考虑空间关系直

接划分生成的对象序列块、基于规则网格划分生

成的空间网格块、基于空间索引划分生成的空间

索引块、基于聚类特征划分生成的空间聚类块，

地理空间域类型以地学领域基本的栅格和矢量

数据类型为主。

针对栅格地理空间域，域上分解单元通常为

网格块、索引块和聚类块，具体策略如下：

1）基于规则网格划分时，可直接将网格大小

设定为 CNN 输入的长×宽，执行域分解后直接

裁剪，保留原始栅格域上信息，然后将栅格分解

单 元 的 图 层 数 量 复 制 并 堆 叠 为 CNN 输 入 的

深度。

2）基于空间索引或聚类特征划分时，分解单

元的形状一般不规则，可通过重采样和填充操作

将分解单元转换为 CNN 输入的长×宽，然后再

执行裁剪，并同样通过复制和堆叠操作来匹配

CNN 输入的深度。

针对矢量地理空间域，域上分解单元可为对

象序列块、网格块、索引块和聚类块，在执行裁剪

前需要将矢量域分解单元进行栅格化操作，栅格

化时可指定分辨率参数为 CNN 输入的长×宽，

同时栅格化操作会自行填充空白区域，然后同样

进行堆叠操作即可。然而，矢量域的地学分析通

常包含多图层数据，如二路或多路矢量空间相

交，如何使得样本同时包含多图层数据信息是面

向 CNN 的矢量域样本构造的关键，具体策略

如下：

1）单图层矢量域分析，即以一个矢量图层作

为输入（如多边形栅格化），针对该类分析，可按

照图 1 中流程即裁剪、栅格化、图层堆叠操作，得

到 CNN 输入样本。

2）多层矢量域分析，即以多个矢量图层作为

图 1　基于卷积神经网络的地理空间域计算强度预测模型建模

Fig.  1　Computational Intensity Prediction of Spatial Domain Based on CNN
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输入（如矢量空间相交），针对该类分析，需要使

得样本中包含每个图层的信息。如图 1 所示，首

先将多图层矢量数据执行聚合操作，如果聚合后

的图层中只包含点、线数据，则继续按单图层样

本构造方式生成样本即可。如果聚合后的图层

中包含面数据，需要将面图层转换为线图层后，

再执行栅格化操作。图 2 展示了对面图层和线图

层执行栅格化后的结果，其中面图层栅格化后的

结果未保留多边形的边缘信息，而线图层栅格化

后的结果则保留了多边形的边缘信息，这对后续

模 型 学 习 不 同 图 层 间 的 空 间 关 系 具 有 重 要

意义。

按照上述方法可灵活生成面向不同 CNN 模

型输入的样本，在生成样本的同时，将尚未执行

裁剪操作的地理空间域分解单元输入到算法中

执行，统计每个单元的执行时间作为样本标签。

需要注意的是，本文的实验都是在同构计算环境

下执行，异构环境的算力特征尚不在本文研究

范围。

1.1.2　地理空间域计算强度预测模型建模

目前已有较多关于 CNN 模型的研究，可从

中选取若干模型进行对比，如 AlexNet［17］、VGG⁃
Net［18］、GoogleNet［19］、ResNet［20］、DenseNet［21］，但

利用神经网络预测计算强度属于并行计算过程

中的一个阶段，除了要考虑模型预测精度，还需

顾及模型预测代价。模型预测精度决定了后续

任务分配是否均衡，而模型预测代价则会影响并

行效率。在并行计算过程中，地理空间域划分会

产生大量的分解单元，提取每个分解单元的特征

并预测其计算强度会带来不可忽略的时间代价，

对并行性能整体产生影响。因此在选用 CNN 架

构时，不宜选取层数过深或宽度过大的网络，这

里的宽度为特征图的数量，特征图越多，通常意

味着计算量越大。AlexNet 和 ResNet18 相较于

其他模型，结构较为简单、层数较浅，因此本文实

验选用了这两个模型进行实验评估，两个模型的

结构如图 3 所示。由于计算强度预测是回归问

题，因此对最终的输出层做了修改，将输出向量

调整为只包含 1 个数值，损失函数采用的均方差

（mean squared error，MSE）。为了获得更好的拟

合结果，本文将 AlexNet 的全连接层增至 7 层，

ResNet的全连接层增至 4 层。

1.2　地理空间域分解

1.2.1　案例分析

矢量空间相交是地学领域最常用的分析之

一，兼具数据密集和计算密集特征，并行地理计

算领域针对该分析提出了诸多并行策略［22-24］。其

中基于分区的空间合并和关联（partition based 
spatial-merge join，PBSM）是目前应用较为广泛

的方法［22］，该方法将矢量空间相交分析拆分为了

过滤和精解两个阶段，如图 4 所示。过滤阶段将

矢量地理空间域分解成若干子域，常用的分解策

略包括规则网格划分、四叉树划分、R 树索引划

分。以网格划分为例，过滤阶段首先判断每个图

层内多边形和网格的空间关系，如果和某个网格

相交，则将多边形分配到该网格，一个多边形可

能会被分配到多个网格内。精解阶段以网格为

单位，对每个网格内的多边形对进行空间求交。

精解阶段避免了每个多边形都需要和另一图层

的所有多边形求交，只需要和网格内的另一图层

的多边形求交，大大降低了空间求交的代价。

过滤阶段和精解阶段为矢量空间相交的并

行化提供了基础。在过滤阶段，可将网格信息发

送到各个子节点，各个子节点负责判读一部分多

边形和网格的空间相交关系，最后由主节点进行

信息汇聚。在精解阶段，为每个子节点分配一定

数量的网格，各子节点只需对分配的网格内的多

边形求交，最后将求交结果发送给主节点进行汇

聚输出。PBSM 方法给矢量空间相交并行化提

供了基本思路，但在过滤阶段和精解阶段存在两

个主要问题：

1）过滤阶段，计算密集部分集中在各计算节

点判断多边形和网格的空间相交关系，那么应该

给每个节点分配多少多边形才能保证各节点同

时判断完毕？

2）精解阶段，计算密集部分集中在各计算节

点对网格内的多边形进行空间求交，那么应该给

各个节点分配多少网格才能保证各节点同时执

行完毕？

针对问题 1），需要考虑判断多边形和网格空

间相交关系的计算强度受到哪些特征影响。针

对问题 2），需要考虑一个网格内多边形求交的计

图 2　面图层和线图层的栅格化

Fig.  2　Rasterization on Polygon and Polyline
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算强度受到哪些特征影响。目前已有相关研究

基于专家知识针对各阶段推荐了诸多候选特征，

笔者在前期研究［10］中，已通过机器学习特征选择

技术对各候选特征进行了评估。结果证明，过滤

阶段是一个弱计算密集阶段，可以用多边形的数

量作为计算强度评估指标，即过滤阶段中每个分

图 3　计算强度预测建模所用网络结构

Fig.  3　CNN Structure for Computational Intensity Prediction Modelling

图 4　PBSM 方法以及地理空间域特征分析

Fig.  4　PBSM Method and Feature Analysis of Geospatial Domain
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解单元的特征空间仅由多边形数量特征组成。

精解阶段是一个强计算密集阶段，该阶段每个分

解单元的特征空间包括网格内多边形数量、多边

形顶点数量、多边形分布方差、两个图层中心点

距离、参考点数量。其中，多边形分布方差是根

据多边形中心点坐标计算的二维分布方差，两个

图层中心点距离是两个图层多边形中心点坐标

均值的差值，参考点机制是用以避免一个多边形

可能被分配到多个网格而导致重复求交的一种

策略［25］，网格内参考点数量是一个网格内需要实

际求交的多边形对数。为了精确评估精解阶段

的计算强度，传统基于经验知识的策略需要根据

严密的专家知识来提取特征空间，而本文提出的

CNN 优化方法则降低了对专家知识的依赖程度，

后续将对基于传统机器学习的计算强度评估策

略和基于深度学习的优化策略进行对比分析。

1.2.2　CNN 优化的地理空间域分解

以矢量空间相交为例，采用空间网格分解策

略，基于 CNN 优化 PBSM 方法流程如图 5 所示。

原生 PBSM 策略只包含过滤和精解两个阶段，基

于 CNN 优化后的 PBSM 在两个阶段之间额外增

加一个计算强度预测阶段，用于预测精解阶段每

个网格的计算强度。3 个阶段中，过滤阶段是一

个弱计算密集的阶段，该阶段的计算强度主要受

到多边形的数量影响，可基于多边形数量分配任

务。计算强度预测阶段是一个相对计算密集的

阶段，该阶段涉及栅格化等步骤，因此也需要进

行并行化。但相较于精解阶段，该阶段可直接以

多边形顶点数量作为计算强度并进行任务分配，

即可基本实现负载均衡，无需使用 CNN 进行计

算强度预测。精解阶段是 PBSM 策略中计算最

为密集的阶段，需要根据上一阶段预测的计算强

度进行任务分配，否则会出现严重的负载失衡问

题。因此，优化后的 PBSM 策略是基于经验知识

和 CNN 混合优化后的结果。

1）过滤阶段：主进程获取矢量数据的空间范

围，并发送给各子进程。各子进程基于空间网格

分解策略划分矢量空间域，主进程同步将矢量数

据分解为等同于子进程数量的若干组，每组包含

相同数量的一系列矢量 ID，随后将分组分别发送

到对应的子进程。各子进程接收到矢量 ID 后，读

取矢量数据并判断和网格的空间关系，若相交，

则将矢量 ID 绑定到该网格，同时统计该网格内多

边形顶点数量。相交关系判断完毕后，各子进程

将绑定一系列矢量 ID 的网格发送给主进程。

2）计算强度预测阶段：主进程接收各子进程

发送的绑定了矢量 ID 的网格，并基于网格对矢量

ID 进行合并，每个网格包含了所有与其存在空间

相交关系的矢量 ID。首先，主进程获取每个网格

内矢量的顶点数量，并基于顶点数量将网格均匀

分配给各子进程。然后，各子进程并行地对网格

内矢量数据进行合并、栅格化、堆叠操作，并将结

果输入到提前训练完毕的 CNN，预测精解阶段各

网格的计算强度。图 5 还提供了基于经验知识预

测计算强度的过程，即需要计算特征向量，然后

输入到提前构造的计算强度预测模型，如多项式

模型或机器学习模型。最后，各子进程将带有计

算强度信息的网格发送给主进程。

3）精解阶段：主进程基于计算强度将网格均

匀地分配给各子进程，各子进程读取网格内矢量

数据，并行地对网格内矢量数据进行空间求交操

作，并将结果发送给主进程。最后，主进程对求

交结果进行合并和输出。

2　性能评估

2.1　实验数据和环境

本文以多边形空间相交为例，使用某省土地

图 5　基于卷积神经网络优化的 PBSM 方法

Fig.  5　Optimized PBSM Method Based on CNN
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利用图斑数据进行方法验证，实验使用的 3组多边

形数据集见表 1，其中每个数据集的两个图层分别

表示地理图斑和坡度图斑，应用需求为通过对两

者求交，将与地理图斑相交面积最大的坡度图斑

的坡度信息赋予地理图斑。实验环境由两台浪潮

NF5280M4 服务器组成，每台服务器配有 28 个

CPU 核心以及 125 GB 内存，操作系统为 CentOS 
Linux Release 7.3.1611，服务器统一连接一组由

84个 16 TB 的存储盘组成的存储阵列。软件采用

了 MPI（message passing interface）用于节点间通

信，GEOS（geometry engine，open source）用于处

理矢量数据，PyTorch用于 CNN 训练。

2.2　模型精度评价

本文分别对比了 AlexNet、ResNet 和传统机

器学习模型的精度，其中传统机器学习模型以

§1.2.1 中分析的 7 个候选特征为输入，包括网格内

两个图层多边形数量、两个图层多边形顶点数

量、多边形分布方差、两个图层中心点距离、参考

点数量。样本方面，分别从 3 组数据集中生成约

20 000 个样本，样本图片是通过对 3 组数据进行

网格划分、聚合、栅格化生成，其中网格划分是将

与网格存在空间相交关系的多边形分配到该网

格，并不对多边形自身进行切分，样本标签为精

解阶段的执行时间。图 6 为 AlexNet和 ResNet模
型训练精度，本文采用了拟合度 R2 和 MSE 损失

作为描述模型的性能指标。结果表明，AlexNet
模型训练集和测试集的 R2 分别收敛于 0.61 和

0.60 左右，训练集和测试集的 MSE 分别收敛于

2.57 s2和 3.78 s2左右。ResNet模型训练集和测试

集的拟合度都收敛于 0.98 左右，训练集和测试集

的 MSE 收敛于 0.13 s2和 0.04 s2左右。结果表明，

ResNet模型的预测精度比 AlexNet更好。

表 1　实验使用的 3组多边形数据集

Table 1　Three Datasets Used in Experiment

对比项

描述

数据量/GB
数量/个

经纬度范围

数据集 1
图层 1

地理图斑

0.27
188 449

23.17°N~24.80°N,114.24°E~115.59°E

图层 2
坡度图斑

0.17
184 038

数据集  2
图层 1

地理图斑

0.45
312 989

23.17°N~24.80°N,114.24°E~115.59°E

图层 2
坡度图斑

0.32
296 986

数据集 3
图层 1

地理图斑

2.01
1 138 641

21.46°N~25.19°N,111.05°E~117.19°E

图层 2
坡度图斑

1.03
926 294

图 6　AlexNet和 ResNet模型精度对比

Fig.  6　Accuracy Comparison of AlexNet and ResNet
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本文和前述工作即基于机器学习预测地理空

间域计算强度的方法进行了对比［10］，先利用机器

学习特征选择技术对根据经验知识提取的 7 个候

选特征进行精确评估，剔除无关特征后再利用机

器学习回归算法进行模型建模。图 7 展示了各类

机器学习特征选择算法和机器学习回归算法结合

的结果，其中不同机器学习特征选择算法会剔除

不同的特征，本文选取了 6种特征选择算法和 4种

机器学习回归算法，特征选择算法包括全特征空

间（all features，AF）、回归消除（regression relieff，
RReliefF）、平均精度减少（mean decrease accura⁃
cy，MDA）、平均不纯度减少（mean decrease impu⁃
rity，MDI）、递归特征消除（recursive feature elimi⁃

nation，RFE）、包裹式遗传算法（genetic wrapper 
algorithm，GWA），机器学习回归算法包括分类回

归 树（classification and regression tree，CART）、

随 机 森 林（random forest，RF）、梯 度 上 升 回 归

（gradient boost regression，GBR）、支持向量回归

（support vector regression，SVR）。从结果来看，

RF 和 RReliefF、MDI、MDA、RFE 的组合获得了

最高的精度，R2达到 0.84，平均绝对值误差（mean 
absolute error，MAE）达到 190.00 ms，4 个机器学

习特征选择算法都从两个图层网格内各自多边

形数量、各自多边形顶点数量、多边形分布方差、

两个图层中心点距离、参考点数量中剔除了两个

图层中心点距离这一特征。

2.3　并行计算性能评价

本文对比了 5 种计算强度评估方法的并行计

算性能，评估指标包括负载均衡性能、加速比和

并行效率。第一种方法忽略计算强度（ignoring 
computational intensity，ICI），即在精解阶段的任

务分配过程中，假设每个网格的计算强度一致，

按照网格数量均匀分配；第二种方法直接将特征

作为计算强度（feature as computational intensity，
FCI），即将单个特征视为计算强度，如网格内多

边形数量，然后根据该计算强度均匀分配网格；

第三种方法是一种基于机器学习 RF 预测计算强

度的方法（random forest to predict computational 
intensity，RFCI），该方法基于人工提取的特征空

间，结合机器学习特征选择和 RF 评估计算强度，

然后基于计算强度均匀分配网格；第四种和第五

种方法则分别是本文提出的基于 AlexNet 预测计

算强度（AlexNet to predict computational intensi⁃
ty，ACI）和基于 ResNet 预测计算强度（ResNet to 
predict computational intensity，RCI）的方法，即通

过 CNN 自动学习特征后预测计算强度。

实验对比了 5 种方法在 16 进程和 24 进程下

的负载均衡性能，如图 8 所示。结果表明，RCI 和
RFCI 中各进程上的负载最为均衡，而 ICI 则负载

失衡现象较为严重。值得注意的是，ACI 的负载

均衡性能较 FCI 差，究其原因在于 AlexNet 模型

对于地理空间域的特征学习能力较差，计算强度

预测精度较低。

为进一步评估 5 种方法的负载均衡性能，实

验对比了在 16 进程和 24 进程下各进程执行时间

的标准差，如图 9 所示。结果表明，RFCI 的进程

执行时间标准差最低，在 16 进程和 24 进程下分

别为 5.7 s 和 4.6 s，RCI 的进程执行时间标准差次

之，分别为 6.8 s 和 7.2 s。整体来讲，RFCI 与 RCI
方法的性能相当，RFCI 得益于经验知识下特征

提取的准确性，而 RCI 中地理空间域特征完全由

CNN 自动学习，自动化程度较高。

实验对比了 5 种方法的串行执行时间以及在

4、8、12、16、24 进程下的并行执行时间、加速比和

并行效率，结果分别如图 10、图 11 所示。从上述

结果可以看出，在执行时间方面，RCI 和 RFCI 的
并行执行时间在任意进程数下都最短；在加速比

方面，RCI 和 RFCI 在 4、8、12、16、24 进程数下均

图 7　不同机器学习模型精度

Fig.  7　Accuracy Comparison of Different Machine Learning Models
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全面优于其他方法，ICI 在任意进程数下加速比

都最低；在并行效率方面，RCI 和 RFCI 虽然随着

进程数量的增多，并行效率有所下降，但都保持

在 0.7 以上，且全面优于其他方法。值得注意的

是，RFCI 在加速比和并行效率上均略优于 RCI，

一方面得益于 RF 较高的计算强度预测精度，另

一方面则由于采用 CNN 预测计算强度，增设了

额外的栅格化步骤，虽然本文对栅格化步骤采用

了并行化方式进行优化，但仍然会影响 RCI 方法

的整体性能。

为优化并行矢量空间相交，本文在过滤阶段

和精解阶段的基础上，增加了计算强度评估阶

段，为评估计算强度预测对整体性能的影响程

度，本文分析了不同方法每个主要阶段的计算时

间，结果如图 12 所示。FCI 的计算强度预测只涉

及到单个特征计算，在 16 进程和 24 进程中分别

占比 0.9% 和 0.4%；RFCI 的计算强度涉及到若

干特征计算和模型预测，在 16 进程和 24 进程中

分别占比 9.1% 和 10.5%；ACI的计算强度预测之

前需要进行栅格化操作，加上特征提取和模型预

测时间，在 16 进程和 24 进程中分别占比 7.3% 和

6.0%； RCI的计算强度预测之前同样需要进行栅

格化操作，加上特征提取和模型预测时间，在 16
进程和 24 进程中分别占比 12.4% 和 10.2%。综

上分析可知，相较于 RFCI，RCI 中计算强度预测

导致的额外时间占比在 16 进程下相对较高，而在

24 进程下相对较低，这与图 11 中两种方法在 16
进 程 和 24 进 程 下 的 加 速 比 和 并 行 效 率 结 果

一致。

图 8　5 种方法在不同进程下的负载均衡性能

Fig.  8　Load Balance Performance of Different Methods Under 16 and 24 Processes

图 10　5 种方法的执行时间

Fig.  10　Execution Time of Different Methods

图 9　5 种方法在不同进程下的进程执行时间标准差

Fig.  9　Standard Deviations of Execution Times of 
Different Methods Under 16 and 24 Processes

图 11　5 种方法加速比和并行效率

Fig.  11　Speedup Ratio and Parallel Efficiency of Different Methods
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3　结　语

针对传统方法在地理空间域计算强度预测

上依赖专家知识，存在特征适用性差、建模过程

复杂、模型精度低的问题，本文提出了一种基于

CNN 的地理空间域计算强度预测方法。所提方

法考虑了地学分析中的数据类型、分解粒度以及

多层输入，将地理空间域转换为适应 CNN 结构

的形式，并通过多层卷积网络自动学习地理空间

域特征，使用全连接层预测计算强度。本文基于

矢量空间相交案例，对比了 5 种方法的性能，包

括在云计算平台中常见的忽略计算强度的方法、

传统基于单特征评估计算强度的方法、基于机器

学习 RF 评估计算强度的方法、基于深度学习

AlexNet 评估计算强度的方法和基于 ResNet 评
估计算强度的方法。结果表明，基于 ResNet评估

计算强度的方法和基于 RF 评估计算强度的方法

实现了相当的性能，但本文提出的基于 ResNet评
估计算强度的方法不依赖经验知识提取特征，明

显提升了并行地理计算的自动化程度。本文研

究是对前述基于机器学习优化并行地理计算研

究［10， 14］的自然深化，在智能地理计算范式下，进

一步引入了深度学习到并行地理计算领域，提供

了一种如何将深度学习技术应用到地理计算中

的思路，有助于推动 AI GIS 的进一步发展。
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